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摘要：驾驶员记忆效应能有效提高车辆跟驰行为中的加速度预测准确率，结合 General Motors (GM)

跟驰模型与门控循环单元网络建立新的车辆跟驰模型。通过数据预处理获得有相似驾驶行为的小型

车间车辆跟驰数据，校准新模型，从而确定模型的最优参数与结构，依据车辆跟驰特性通过仿真验

证了模型有效性，与神经网络、支持向量回归进行对比，仿真结果证明，结合了 L-BFGS 优化的

GRU 车辆跟驰模型比仅考虑前导车与跟驰车间瞬时相互作用的车辆跟驰模型，能得到更高的仿真

精度和稳定性。 
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Abstract: The accuracy of acceleration prediction can be effectively improved by the driver's memory in 
car-following behavior. A new car-following model based on the General Motors (GM) and the gate 
control unit (GRU) is proposed. The car-following data between small vehicles with similar driving 
behavior are obtained by data preprocessing. The established model is calibrated by the car-following 
data, and the optimal parameters and structure of the model are determined. According to car-following 
characteristics, the effectiveness of model is verified by simulation. It is confirmed that the model has 
high robustness and improved simulation accuracy comparing with the traditional models. 
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引言1 

车辆跟驰(Car Following，CF)行为的概念源于

20 世纪 50 年代初，作为一种微观驾驶行为，描述

                                                        
收稿日期：2020-05-30      修回日期：2020-07-03; 
基金项目：国家重点研发计划(2018YFB1201500)，
国 家 自 然 科 学 基 金 (61773313 ， 61873201 ，

U1934222)，陕西省重点研发计划(2019TD-014)； 
作者简介：费蓉(1980-)，女，陕西西安，博士，副

教授，研究方向为随机系统仿真，无人驾驶等。 

了限制超车的单车道上行驶车队中相邻两车间的

相互作用[1]。60 多年来，国外学者对车辆跟驰模型

进行了系统的研究。多种领域的学者试图从不同的

角度来解释观察到的微观现象[2-3]。 

跟驰模型种类繁多，依据其出发点，可分两大

类——理论驱动类和数据驱动类。理论驱动类模型

运用动力学知识建立车辆跟驰模型，物理意义较明

显。而数据驱动类模型使用智能计算方法，建立车

辆跟驰模型对大量的高精度车辆轨迹数据进行拟

1
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合，此类模型没有十分明确的物理意义，但是通过

仿真发现，该类模型可以有效的解释理论驱动类模

型中无法解释的一些复杂的非线性的驾驶行为[4]。 

在理论驱动类模型的发展中，刺激-反应模型

是最为经典的模型，GM (General Motors)模型[5]则

是其中最为重要的一类，众多刺激-反应模型大多

建立在 GM 模型的基础上，形式简单，物理意义

明确。但其容易随交通运行状态的变化而变化，不

具备通用性。 

随着人工智能的日渐普及，数据驱动类模型逐

渐成为车辆跟驰模型。BP (BackPropagation)神经网

络 [6] 是目前应用广泛的多层前馈神经网络

(Feedforward Neural Network，FNN)。随着神经网

络在交通仿真领域的广泛应用，Kehtarnavaz[7]于

1998年将BP神经网络模型应用于车辆跟驰行为建

模，并验证了其有效性。贾洪飞等[8]也基于 BP 神

经网络建立了车辆跟驰模型，其输入为跟驰车的速

度、两车的相对速度、两车的车间距和期望车间距，

输出为跟驰车的加速度。 

由于神经网络模型的输入输出参数与刺激-反

应模型的输入输出参数相似，与刺激-反应模型较为

相似，有学者就将两者进行了仿真对比实验，评价

结果显示，BP 神经网络模型有着更高的预测精度。

但其在训练过程中，不能对极端值(如加速度等于零)

做出误差较小的预测，模型中车辆跟驰相关理论的

缺失，会引起结果的合理性出现偏差[9-10]。 

支持向量回归 (Support Vector Regression，

SVR)[11]是机器学习中的一种算法。它将原问题转

化为凸二次规划问题，运用最优化理论进行求解，

可获得全局最优解；且引入核(kernel)函数 K(x,z)，

将输入空间代入非线性映射函数中得到特征空间

H，从而避免了“维数灾难”。 

2010 年，Wei[12]提出了基于支持向量回归的车

辆跟驰模型，其输入为当前时刻的跟驰车的速度、

两车的相对速度和两车的车间距，输出为下一时刻

的跟驰车的速度。评价指标显示，该模型获得了较

好的仿真效果。之后，随着在线交通仿真技术的产

生，王洪鹏[13]建立了基于在线支持向量回归的车

辆跟驰模型。 

车辆跟驰行为是一个连续过程，因此驾驶员可

以通过前一段时间的记忆来做出相应的决策。但现

有的模型未充分考虑驾驶员的记忆效应，仅仅考虑

了跟驰车与前导车之间的瞬时相互作用。车辆跟驰

数据符合时序特性，时序数据历史信息能够有效提

高预测精度，而 BP 神经网络模型与支持向量回归

模型对记忆能力的支持不足。 

深度学习理论是近年来的研究热点。循环神经

网络(Recurrent Neural Network，RNN)是将其他神

经元和自身神经元接收到的信息作为“历史记忆”，

使用随时间反向传播 (BackPropagation Through 

Time，BPTT)等算法进行参数学习的一种神经网络

模型[14-15]。 

当输入的序列较长时，研究人员发现长期依赖

的关系导致参数学习过程中出现梯度爆炸和消失

等问题，由此引入了门控机制，如长短时记忆(Long 

Short-Term Memory，LSTM)[16]网络和门控循环单

元(Gated Recurrent Unit，GRU)[17]网络。 

Wang 等[18]提出利用 GRU 来对车辆跟驰行为

进行建模，将驾驶员的记忆效应嵌入到模型中，为

研究交通流理论和交通仿真提供了新思路。 

本文在上述研究基础上，结合公路实景环境，

基于 GM 跟驰模型结合 GRU 方法，进行车辆跟驰

行为模型设计。将前导车速度，跟驰车速度及两车

车头间距构造为输入，进而使用车辆跟驰数据对所

建立模型进行校准，确定模型的最优参数与最优结

构，从而输出下一时刻的跟驰车加速度，仿真验证

并与 BPNN 及 SVR 进行对比分析，证明了基于

L-BFGS 优化的 GRU 网络车辆跟驰模型比仅考虑

前导车与跟驰车之间瞬时相互作用的车辆跟驰模

型具有更高的仿真精度和稳定性。 

1  相关理论 

1.1 GM 车辆跟驰模型 
GM 模型假设车辆在跟驰行驶时不发生超车

2
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或变道行为，运用驾驶动力学理论推导得出，其基

本公式为： 

 1 1
( )( ) ( )
( )

m
n n l

v ta t T v t T
x t

 


  


 (1) 

式中：an+1(t+T)为跟驰车在(t+T)时刻的瞬时加速

度；vn+1(t+T)为跟驰车在(t+T)时刻的瞬时速度；

∆v(t)为两车在 t 时刻的相对速度；∆x(t)为两车在 t

时刻的车间距；T 为反应时间；λ 为待标定的灵敏

度参数；m，l 也均为待标定参数。 

1.2 神经网络基础 
神经网络是一种高度非线性模型，神经元作为

基本单元，接收一组输入信号，并产生一个输出信

号，典型结构如图 1 所示。 

 
图 1  神经元结构 

Fig. 1  Structure of a neuron 

其中，输入为
T

1 2
d

dx x x   x   ，权重为

T
1 2

d
dw w w   w   ，b 为偏置单元。用净输

入 z 表示输入的加权和，则： 
z bT= w x +  (2) 

f(x)为激活函数(Activation Function)，则输出

为： 
( )a f z  (3) 

激活函数为非线性函数，常见的激活函数有： 

Sigmoid 函数 
( ) 1 (1 e )xx    (4) 

tanh 函数 
tanh( ) e e e ex x x xx    （ ）（ ）

 
(5)

 
ReLU 函数 
ReLU( ) max(0, )x x  (6) 

LeakyReLU 函数 
LeakyReLU( ) max( , )x αx x  (7) 

常用的神经网络有前馈网络、反馈网络和图网

络。前馈网络不具有记忆性，而反馈神经网络中的

神经元具有记忆功能，在不同的时刻具有不同的状

态。反馈神经网络(Feedback Neural Network)通过

允许神经元接收其他和自身神经元的反馈信号从

而拥有记忆性。由此，在本文中采用反馈神经网络。

基本结构如图 2 所示。 

 
图 2  反馈神经网络 
Fig. 2  Feedback NN 

在反馈神经网络中，信号可以单向传播，也可

以双向传播。本文选择单向传播。 

1.3 基于门控的循环神经网络 

为了解决循环神经网络在长序列训练过程中

的长期依赖问题，引入门控机制，用于选择性地加

入新的信息，并选择性地遗忘保留信息。这类网络

统称为基于门控的循环神经网络(Gated RNN)，其

中，长短时记忆(LSTM)网络和门控循环单元(GRU)

网络是目前的研究热点。 

1.3.1 长短时记忆网络 

LSTM 网络增设了新的内部状态 ct，并且引入

了3个“门”——遗忘门 ft、输入门 it和输出门ot。“门”

的取值在(0,1)之间，用于控制通过的信息量。 

遗忘门 ft 控制上一时刻的内部状态 要遗忘的

信息量；输入门 ct–1 控制当前时刻的候选状态 tc 要

保留的信息量；输出门 tc 控制当前时刻的内部状态

ct要输出给外部状态ct的信息量。图3展示了LSTM

单元的内部结构。 

3
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图 3  LSTM 单元 
Fig. 3  LSTM unit 

图 3 中，代表向量元素乘，代表向量元

素加，σ(x)为 Sigmoid 激活函数。则 3 个门的计算

方式分别为： 
1( )f t f t ff h x b  t U W  (8) 

1( )i t i t ii h x b  t U W  (9) 

1( )o t o t oo h x b  t U W  (10) 
因此，状态的更新方式为： 

1tanh( )c t c t cc h x b  t U W  (11) 

1t t t t tc f c i c      (12) 

tanh( )t t th o c   (13) 

式(12)与(13)中，×表示向量元素乘。 

U为状态-状态权重矩阵，W为状态-输入权重

矩阵，b 为偏置。 

在 LSTM 网络中，单元的内部状态 ct 能够长

时间地保留某些关键信息。因此，可以形象地将

LSTM 单元的上半部分看作“主线”，下半部分看作

“支线”。 

1.3.2 门控循环单元网络 

GRU 网络的内部思想与 LSTM 网络相似，而

且能够达到与 LSTM 网络相当的效果，但因其参

数减少，训练难度降低而被广泛应用。 

LSTM 单元中的输入门和遗忘门是互补关系，

GRU 单元将它们合并为一个门——更新 zt，且删

去了 LSTM 单元中的输出门，增加了重置门 rt，但

不引入新的内部状态。其结构如图 4 所示。 

其中，更新门控制当前时刻的状态 ht 要从上

一时刻的状态 ht–1 保留的信息量，以及从候选状态

th 中接收的新的信息量；重置门控制当前时刻的

候选状态 th 要保留的上一时刻的状态 ht–1 的信息

量。2 个门的计算方式为： 
1( )t z t z t zz h x b  U W  (14) 

1( )t r t r t rr h x b  U W  (15) 

状态的更新方式为： 

1tanh( ( ) )t h t t h t hh r h x b   U W  (16) 

1 (1 )t t t t th z h z h       (17) 

当 zt=0，rt=1 时，GRU 网络退化为简单循环神

经网络。若 zt=0，rt=0 时，当前状态 ht只和当前输

入 xt相关，和历史状态 ht–1无关。当 zt=1 时，当前

状态 ht等于上一时刻状态 ht–1，和当前输入 xt无关。 

 
图 4  GRU 单元 
Fig. 4  GRU unit 

1.4 GRU 车辆跟驰行为仿真建模 
本文采用改进的 GRU 网络对车辆跟驰行为进

行建模仿真。 

合理地设计模型的输入和输出，能够提高模型

的仿真精度，从 GM 模型出发，设定模型的输入

为 t 时刻的前导车的速度 vn(t)、跟驰车的速度 vn+1(t)

和两车的车间距∆x(t)，输出为(t+T)时刻的跟驰车的

加速度 an+1(t+T)，因此： 

1

1

1

1

( ), ( ), ( ),
( ), ( ),

( ), ,
( )

( ( 2) ),
( ( 1)),
( ( 1))

n n

n n

n
n

n

v t v t x t
v t T v t T

x t T
a t T f

v t N T
v t N

x t N









 
   
  

   
  

       


    (18) 

其中，N 为“记忆”时间间隔的长度。 
相应地，模型结构选择 N vs 1 型，隐藏层使用

GRU 循环单元。令 N=3，见图 5 所示。 
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图 5  基于 GRU 网络的车辆跟驰模型 
Fig. 5  GRU network-based CF model 

因 L-BFGS 的计算量较小，收敛速度快，选择

为优化器。 

2  数据获取及预处理 

2.1 公开数据集 NGSIM 
此处采用加利福尼亚州爱莫利维尔市

(Emeryville)的 I-80州际公路东行方向采集的详细的

车辆轨迹数据[19]。数据由安装在位于克里斯蒂大道

的高30层的太平洋公园广场大楼上的7台摄像机采

集，10 帧/秒。研究路段长 503 m，共分为 6 个车道，

其中，车道 1 为多乘员车道(High Occupancy Vehicle 
Lanes，HOV)，车道 6 为集散车道。 

I-80 数据集包括 3 个时段的车辆轨迹数据，道

路状况如表 1 所示。 

表 1  道路状况 
Tab. 1  Road conditions 

采集时段 道路状况 
16:00 ~ 16:15 由非拥堵至拥堵过渡 
17:00 ~ 17:15 拥堵 
17:16 ~ 17:30 拥堵 

本文主要对车辆跟驰行为及其微观特性进行

分析。车辆跟驰行为与道路状况关系密切，为保证

车辆跟驰行为的普遍性，此处选用 16:00 ~ 16:15

时段的车辆轨迹数据进行研究，该数据集共有    

1 028 575 条轨迹记录，每条记录包含 18 个字段，

完整描述如表 2 所示。 

表 2  字段描述 
Tab. 2  Field descriptions 

字段 描述 
Vehicle_ID 车辆标识号(按进入的时间递增) 
Frame_ID 帧标识号(按开始时间递增) 

Global_Time 自 1970.1.1以来经过的时间(单位：ms)

v_Class 
车辆类型 

(1：摩托车，2：小型车，3：大型车)
v_Vel 车辆的瞬时速度(单位：feet/s) 
v_Acc 车辆的瞬时加速度(单位：feet/s2) 

Lane_ID 车辆当前所在车道的编号 
Preceding 前导车的车辆标识号 
Following 跟驰车的车辆标识号 

Space_Headway 车头间距(单位：feet) 

2.2 跟驰车辆数据处理与验证 

2.2.1 跟驰车辆数据处理 

在本文的研究中，为避免不同类型车辆之间的

跟驰行为的潜在不同，只研究小型车(即 v_Class=2)

之间的跟驰行为；剔除大容量车道(即 Lane_ID=1)

和集散车道(即 Lane_ID=6)上的车辆，以保证所研

究的车辆具有相似的驾驶行为，即保证驾驶行为的

一致性；车辆在行驶过程采用单车道数据，避免换

5
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道行为对跟驰行为的影响；只保留跟驰时间超过

45 s(即 450 条记录)的数据，以保证跟驰过程的完

整性，且有足够多的样本进行模型训练。 

数据处理算法步骤如下： 

算法 1：车辆轨迹数据的处理 

输入：车辆轨迹数据 

输出：车辆跟驰数据 

1：for 车辆标识号 in 车辆轨迹数据 

2：调用函数  , , , _ ( )x numLV FV delta data get data id  

3：while ( )numi length data  do 

4：将当前车辆的第 组车辆跟驰数据写入.csv

文件 

5：end while 

6：end for 

2.2.2 数据验证 

为保证车辆跟驰数据可用，此处依据车辆跟驰

行为的特性验证数据可靠性。 

根据交通流密度的大小，可将车辆的行驶状态

分为自由行驶状态和非自由行驶状态。自由行驶状

态是指交通流密度大时，行驶在同一条道路上的相

邻两车，由于车间距过大，导致引导车对跟驰车的

影响较小，从而使得跟驰车处于一个不受引导车约

束的状态。相反，由于交通流密度小，导致引导车

对跟驰车的影响较大，从而使得跟驰车处于一个受

引导车约束的非自由行驶状态。 

在非自由行驶状态中，制约性、延迟性和传递

性是车辆跟驰中最主要的跟驰特性[20]。 

制约性：跟驰车在跟随前导车行驶时，为保证

行车安全，有 2 个限制条件：第 1 个是限制车速，

即跟驰车的速度不能长时间大于前导车的速度，只

能在前导车的速度上下浮动；第 2 个是限制车间

距，即跟驰车与前导车之间须保持一个安全距离，

使跟驰车有足够的制动距离。车速条件和间距条件

一同构成了跟驰的制约性，即前导车的速度制约着

跟驰车的速度以及两车之间的车间距。 

延迟性：前导车的运动状态发生变化后，跟驰

车也将发生变化，但两车运动状态的变化是异步

的，这是因为跟驰车的驾驶员对前导车的变化需要

一个反应过程； 

传递性：前导车的运动状态发生变化后，直接

影响第一辆跟驰车，而第一辆跟驰车作为前导车又

影响着下一辆跟驰车，以此传递，直至影响着车队

中的最后一辆跟驰车。 

随机抽取两组车辆跟驰数据，将其可视化，如

图 6~7 所示。 

 

图 6  第一组数据 
Fig. 6  Dataset 1 

 

图 7  第二组数据 
Fig. 7  Dataset 2 

图 6~7 中每组数据的第一幅子图为速度-时间

关系，第二幅子图为车间距-时间关系。从图 6~7

可知，2 组数据均满足车辆跟驰特性。则跟驰数据

可用于车辆跟驰行为建模设计。 

2.3 驾驶员反应时间 

驾驶员反应时间指驾驶员从感知到周围环境

发生改变到做出响应所需要的时间[21]，也是车辆

跟驰模型中的一个重要参数。 
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依据跟驰的制约性，前导车的运动状态发生变

化后，跟驰车也将发生变化，因跟驰车的驾驶员对

前导车的变化需要一个反应过程，两车运动状态呈

异步变化。反应过程包括感知(Perception)、决策

(Judgement)、准备执行(Reaction initiation)和执行

(Reaction execution)共 4 部分，所需的时间称为反

应时间。设反应时间为 T，则前导车在 t 时刻发生

变化，跟驰车在(t+T)时刻才能做出相应的变化。 

Summala H[22]根据青年驾驶员与老年驾驶员

的制动反应时间对制动反应时间做了分析研究。乔

晋[23]使用 SPSS 13.0 进行最小二乘法分析，驾驶员

反应时间的加权平均值为 1.077 s。 

Lu[24]则通过 63 个样例得出了驾驶员响应时间

的相关统计信息，如表 3 所示。 

表 3  响应时间统计信息 
Tab. 3  Reaction time statistics 

评价指标 响应时间 τ/s 
平均值 0.701 6 
标准误差 0.052 36 

中值 0.50 
标准差 0.415 62 
方差 0.173 

变化范围 1.70 
最小值 0.30 
最大值 2.00 

综上考虑，在本文中，将反应时间 T 定为 1 s。

由于车辆跟驰数据的相邻两条记录的采集时间间

隔为 0.1 s，因此每间隔 1 s (即 10 条记录)截取一条

记录，并将新的数据保存以便使用。 

3  车辆跟驰模型及对比分析 

3.1 模型训练 
本节中，使用基于 Python 的深度学习库 Keras

进行基于 GRU 的车辆跟驰模型的构建与训练，后

端使用 TensorFlow。 

模型训练的过程如下： 

首先，为了消除量纲对模型仿真精度与收敛速

度的影响，需对原始数据做归一化处理。使用

MinMaxScaler： 

 .min
scaled

.max .min
max-min minx xX

x x


 


 (19) 

式中：max，min 为给定缩放范围的最大值和最小

值，即将原始数据缩放到[min, max]之间。特别地，

将原始数据缩放到[0,1]之间，则 
.min

scaled
.max .min

x xx
x x





                  (20) 

然后，将前导车速度，跟驰车速度及两车车头

间距构造为输入，下一时刻跟驰车的加速度作为输

出。由于“记忆”时间间隔的长度 N 与构造数据密切

相关，所以它也直接影响着模型预测精度，在本文

中，对该参数进行详细的实验。下来，将数据集随

机拆分为训练集与测试集。紧接着，选择 ReLU 作

为输出层的激活函数，建立 GRU 模型。由于隐藏

层的层数和各个隐藏层的神经元的个数有无数种

搭配选择，因此，本文需要对多种不同结构的模型

分别进行实验，以找出模型的最优结构。使用均方

误差(Mean Square Error, MSE)构造损失函数。 

 2
1

1 ˆMSE m
i ii

y y
m 

   (21) 

优化器选择上，共轭梯度法(CG)和 L-BFGS 算

法结果都可以达到较高的精度，这也与论文[25]结

果相符。为了比较二者的差别，表 4 罗列了 2 个反

向传播计算过程中的最后迭代的几次误差值。 

表 4  CG 和 L-BFGS 重构误差表 
Tab. 4  CG and L-BFGS reconstruction error table 

CG L-BFGS 
… … 

2.284 28e+01 8.415 71e+00 
1.855 91e+01 8.135 60e+00 
1.711 01e+01 8.432 35e+00 
1.711 01e+01 7.906 84e+00 

从表 4 中可以看出，在最小化重构误差的过程

中，CG 可以将误差下降到 17.1。而 L-BFGS 算法

最后可以下降到 7.9。可见二者结果差距不大。 

最后，对模型进行训练与测试，并将结果保存

以便分析。 

基于 GRU 的车辆跟驰模型伪码如下： 

7
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算法 2：基于 GRU 的车辆跟驰模型 

输入： 1( ), ( ), ( ), ( )n n nv t v t x t v t T    

     1( ), ( ),nv t T x t T      

1( ( 1) ), ( ( 1) ),n nv t N T v t N T     

     ( ( 1) )x t N T    

输出：  1na t T   

1：  使用 MinMaxScaler 对数据做归一化处

理，将原始数据缩放到[0,1] 

2:   将输入构造为 m N d X  ，输出构造为

1my   

3：  将构造后的数据拆分为训练集与测试集 

4：   建立Sequential()模型，加入结合L-BFGS

的 GRU 层与 Dense 层 

5：  编译模型，损失函数=’MSE’ 

6：  while 模型收敛 do 

7：    训练模型 

8：  end while 

9：  测试模型 
根据上述模型训练的流程，需要确定“记忆”

时间间隔的最优长度和模型的最优结构，从而使得

模型的表现效果最佳。Wang[23]在 NGSIM 数据集

上设定深度模型的隐藏层层数为 3 层。基于此进行

如下实验： 

首先将模型的结构固定。为节约训练时间，采

用单隐藏层，神经元的个数为 20 的简单结构，对

不同的 值分别进行实验。结果见图 8。 

 
图 8  “记忆”时间间隔的长度影响 

Fig. 8  Influence of length of “memory” time interval 

从图 8 中可以看出，“记忆”时间间隔的长度为

10 的时候，即跟驰车驾驶员仅考虑前10 T 时间内

的历史信息，模型的表现效果最佳。 

基于此，令 N=10，对表 5 中的 9 种结构的模

型分别进行训练与测试。对于含有 1 层隐藏层的模

型(结构 1~3)，结构 3 模型的表现效果最佳；对于

含有 2 层隐藏层的模型(结构 4~6)，结构 5 模型的

表现效果最佳；对于含有 3 层隐藏层的模型(结构

7~9)，结构 8 模型的预测准确度最优。而对于这 3

种模型的表现效果，结构 3 模型＜结构 5 模型＜结

构 8 模型。 

表 5  模型的结构 
Tab. 5  Structures of model 

结构 
隐藏层 

1 2 3 
1 10 0 0 
2 30 0 0 
3 50 0 0 
4 10 5 0 
5 30 10 0 
6 50 20 0 
7 10 5 5 
8 30 10 10 
9 50 20 20 

下面，以前导车 ID 为 66、跟驰车 ID 为 74 的

车辆跟驰数据，分别使用结构 3、结构 5 以及结构

8 的模型进行训练，并将仿真结果可视化，详见图

9~12。其中，图 10~12 均由两幅子图组成，其中第

一幅图均为仿真数据簇，其分属于 100 个不同的训

练模型，第二幅图均为仿真数据簇的含误差条的线

图(errorbar)，即均值标准差(mean±std)。 

 
图 9  真实数据仿真 

Fig. 9  Simulation of true data 

8
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图 10  结构 3 的模型 

Fig. 10  Model with Structure 3 

 
图 11  结构 5 的模型 

Fig. 11  Model with Structure 5 

 
图 12  结构 8 的模型 

Fig. 12  Model with Structure 8 

综上所述，对于基于 GRU 的车辆跟驰模型，

“记忆”时间间隔的长度 N=10，结构为 3 层隐藏层，

每个隐藏层的隐状态的特征维度分别为 30、10 和

10 的模型的预测精度最高，并且对于其中的一段

连续加、减速行为也有可观的仿真效果。 

3.2 模型比较验证 
为了检验基于 GRU 的车辆跟驰模型的仿真精

度，选取数据驱动类模型中的其他 2种模型——BP

神经网络模型和支持向量回归模型来进行对比实

验。同样地，我们选取 t 时刻的前导车的速度 vn(t)、

跟驰车的速度 vn+1(t)和两车的车间距∆x(t)作为模型

的输入，(t+T)时刻的跟驰车的加速度 an+1(t+T)作为

模型的输出，以保证公平性。而模型的评价指标依

旧为 MSE。 

基于 BP 神经网络建立如图 13 所示的模型。

根据 Kolmogorov 定理[26]，具有 3 层的反向传播神

经网络足以完成从 n 维到 m 维的任何映射。因此，

本文选择具有 2 个隐藏层的 BPNN 网络作为基于

BPNN 的 CF 模型的结构，每个隐藏层的神经元的

个数设为 20 和 10。神经元的激活函数均使用 tanh

函数。 

 
图 13  基于 BP 神经网络的车辆跟驰模型 

Fig. 13  BPNN-based CF model 

该模型仍使用 Keras 进行构建与训练。在拆分

训练集与测试集时可以使用“Hold-Out”等方法随

机拆分。 

随机地选取前导车 ID 为 2771、跟驰车 ID 为

2812 的车辆跟驰数据，其仿真结果如图 14 所示。 

 
图 14  基于 BPNN 的车辆跟驰模型仿真结果 

Fig. 14  Simulation results of BPNN-based CF model 

从图 14 中可以看出，由于这组数据的“噪声”

较大，即跟驰车处于不断地加、减速的状态，导致

模型的仿真精度较低，与真实数据存在一定的误

9
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差，但仍旧能够反应出跟驰车加速度的变化趋势，

并且模型的结构相对简单，收敛速度较快。 

上述实验证明了基于 BPNN 的车辆跟驰模型

的有效性。接下来，用基于支持向量回归来建立车

辆跟驰模型，见图 15。 

 
图 15  基于支持向量回归的车辆跟驰模型 

Fig. 15  SVR-based CF model 

其中，核函数选用高斯核函数。 
2

2( , ) exp
2Gaussian

x z
K x z



 
  
 
 

 (22) 

为简化实验流程，我们使用现有的 Scikit-learn

框架中的 svm.SVR进行训练与测试，并令 svm.SVR

的参数 kernel=‘rbf’。同 BPNN 模型一样，将数据

集进行随机拆分。 

再次随机选取了一组车辆跟驰数据，这组数据

的前导车 ID 为 79、跟驰车 ID 为 87，并且跟驰车

的加、减速行为也很频繁。仿真测试结果见图 16。

结果表明，SVR 模型的预测误差相对较小。 

 
图 16  基于 SVR 的车辆跟驰模型仿真结果 

Fig. 16  Simulation results of SVR-based CF model 

为公平对比上述 3 种不同的车辆跟驰模型，我

们对同一组车辆跟驰数据(前导车 ID 为 1503、跟

驰车 ID 为 1507)分别进行改进 GRU、BPNN 以及

SVM 实验，仿真结果如图 17 所示。 

 
图 17  3 种车辆跟驰模型的仿真结果对比 

Fig. 17  Comparison of simulation results of three CF models 

在这组车辆跟驰数据中，由于跟驰车的加、减

速行为不频繁，且有近 40%的时间处于匀速行驶状

态，反映在图中为真实数据的折线相对平滑，所以

3 种模型均有不错的仿真效果，但仍能够明显地观

察到，GRU 模型优于 SVR 模型，SVR 模型优于

BPNN 模型。MSE 结果如表 6 所示。 

表 6  3 种模型对比结果 
Tab. 6  Comparison results of three models 

评价指标 BPNN SVR GRU3 
MSE 11.69 7.76 5.29 

综上所述，以上 3 种模型不仅可以反应跟驰车

加速度的变化趋势，而且可以对数值做较为精确的

预测。而对于长时间处在变速行驶状态的车辆，加

入了记忆单元的 GRU 模型具有更好的仿真效果，

但相应的，其收敛速度也慢于另外两种模型。 

4  结论 

本文选取了NGSIM数据集中的 I-80州际公路

部分的高精度车辆轨迹数据，经过数据预处理得到

了车辆跟驰数据，并依据车辆跟驰行为的特性，通

过实验验证了数据的正确性，选定反应时间 T=1 s，

进一步对车辆跟驰数据做选取。结合 L-BFGS 优化

进行门控循环单元(GRU)网络设计，并对车辆跟驰

行为进行建模，将模型的输入选定为 t 时刻的前导

车的速度、跟驰车的速度和两车的车间距，输出选

定为(t+T)时刻的跟驰车的加速度。最后，先对所建
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立的模型的“记忆”时间间隔的长度和网络结构做

了详细的讨论与实验，选取了使得模型表现效果最

佳的参数。进而将其与 BP 神经网络模型和支持向

量回归模型进行对比，证明了加入记忆单元的模型

具有更高的仿真精度，也为开发更高精度的交通仿

真系统提供了一个有力的工具。 

基于 BP神经网络和基于支持向量回归的车辆

跟驰模型的稳定性较差，即当跟驰车的加、减速行

为较为频繁时，这 2 个模型的仿真效果较差。而基

于 GRU 网络的车辆跟驰模型由于考虑了前几个时

间间隔的相关信息，从而可以做出更准确的预测。

本文建立的基于 GRU 的车辆跟驰模型仅研究了小

型车之间的跟驰行为，但不同类型车辆间的跟驰行

为并不相同。后续将着重研究车辆跟驰数据的动态

地选取。在未来的研究中，可以结合实际情况，如

非对称驾驶行为、多辆前导车行驶等，进一步改进

现有的模型。 
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